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基于机器学习方法的数字岩芯电导率预测

郭摇 晨,陈摇 龙
(长安大学 信息工程学院,陕西 西安 710064)

摘摇 要:岩芯电导率是地下油气判断及岩石物理分析的重要参数。 传统的岩石物理特性分析一般通过对岩芯样本的实验

测量分析或对数字岩芯图像数据的有限元数值计算等方法,来获得岩石样本的电导率等宏观物理特性。 但这两类分析方

法均需耗费较高的人工、时间成本或大量计算资源。 随着人工智能等一代数字化分析方法的发展,文中拟开发一种采用

机器学习对岩石电特性进行预测的新方法。 在研究中,将针对岩芯的三维图像数据使用集成学习(ensemble learning)和人

工神经网络(ANN)来预测电导率。 其中传统机器学习与多层神经网络的输入特征是几何参数,而三维卷积神经网络输入

特征是三维二元分割图像。 在研究中比较各种机器学习方法的优劣。 实验表明,以三维二元分割图像作输入特征的三维

卷积神经网络(3DCNN)比采用 Minkowski 泛函作输入特征的学习模型在预测岩芯电导率上性能更优。
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Prediction of Digital Core Electrical Conductivity Using
Machine Learning Method

GUO Chen,CHEN Long
(School of Information Engineering,Chang爷an University,Xi爷an 710064,China)

Abstract:The electrical conductivity of digital core is an important parameter for underground oil and gas evaluation and rock physics a鄄
nalysis. Traditional analysis of rock physical properties usually obtains macroscopic physical properties such as conductivity of rock
samples by means of experimental measurement and analysis of core samples or finite element numerical calculation of digital core image
data. However,both methods require high labor,time cost or a large amount of computing resources. With the development of artificial
intelligence and other digital analysis methods,we intend to develop a new method for predicting rock electrical properties by machine
learning. In this study, the integrated learning ( ensemble learning) and artificial neural network (ANN) are used to predict the
conductivity of three-dimensional image data of core. The input features of traditional machine learning and multi-layer neural network
are geometric parameters,while the input features of three - dimensional convolution neural network are three - dimensional binary
segmentation images. In the research,the advantages and disadvantages of various machine learning methods are compared. Experiment
shows that the three-dimensional convolution neural network (3DCNN) with three-dimensional binary segmentation image as input
feature has better performance than the learning model with Minkowski functional as input feature in predicting core conductivity.
Key words:machine learning;digital rock physics;neural network;ensemble learning;electrical conductivity

0摇 引摇 言
数字岩石物理(digital rock physics,DRP)是近些

年兴起的一种计算岩石物理的方法。 通过 CT 扫描技

术对岩石样本进行三维成像,建立能模拟岩石孔隙空

间分布的数字化岩芯数据,在此基础上进行数值模拟,
计算岩石等效物理参数[1]。 数字岩石物理包含数字岩

芯模型建立和等效物理场模拟两个大的部分,其数字

岩芯微观结构可见,微观影响因素可控,能进行多物理

场模拟,相比较实验岩石物理而言,这种分析方法较为

精确且效率高[2]。 数字岩石物理可广泛应用在模拟流

动性[3]、渗透性[4]、电特性[2]、声学[5] 及弹性[6] 等领

域。 其中岩芯的电特性对于确定岩性,划分油水层、确
定油水饱和度等物理参数具有重要参考作用。 然而在

实际应用中,由于 CT 扫描得到的岩芯三维数据庞大,
对其进行精确物理场数值计算时耗费资源巨大。 为了

提高数字化分析方法的效率,本研究将机器学习方法
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创新性地应用到了数字岩石物理之中。 机器学习就是

通过编码使得计算机具有像人一样的学习能力,进而

对新的数据进行预测[7]。 本研究的目标为:通过机器

学习模型对标定电导率的岩芯数据进行特征化学习,
最终免去复杂耗时的物理场数值计算,直接通过岩芯

数据预测其电导率。 传统的机器学习算法有 K 近邻

算法、决策树、线性回归、支持向量机、朴素贝叶斯分类

器和逻辑回归等,而神经网络是一种特殊的机器学习

方法,被广泛应用于图像分类、目标检测、语音识别、图
像和语音生成等方面[8]。 目前神经网络相较于传统机

器学习方法而言,其性能最优,但它也需要更多的数

据,可解释性差,且计算成本高,因此两者是各有所长。
在本研究中传统的机器学习方法和神经网络都被应用

到岩芯电导率预测方面,通过学习岩石的几何特征、图
像空间分布与电特性的映射关系等,最终达到优化预

测效果、降低计算开销的目的。

1摇 数据处理
在研究中使用了 400 伊400 伊400 体素的贝雷亚砂

岩岩芯(Berea Sandstone)。 岩芯图像是三维二进制数

据,在三维空间中,单个位置的数值为 1 或 0,分别代

表岩石固体或空隙。 为了获得足够多的实验岩芯样

本,实验中对数字岩芯图像进行子样截取。 由于考虑

到岩芯的几何特性和计算资源,该实验采用 64伊64伊64
作为截取尺寸。 研究使用了一个“移动立方体取样

器冶的方法对原始图像进行子取样[9]。 以贝雷亚砂岩

岩芯图像上沿着 XYZ 各个正方向每次移动 24 个单位

进行子样截取,子样与子样之间可能会有重合部分。
最终实验共获得了 3 375 个体素 64伊64伊64 尺寸的岩

芯样本。 取样后使用有限元的方法计算出每个岩芯样

本的电导率,用电导率作为机器学习的目标。

2摇 特征提取
2. 1摇 Minkowski 泛函

Minkowski 泛函是几何形态特征的统计量。 对于

n 维空间,有 n +1 个的 Minkowski 测量量。 3 维图像

具有 4 个Minkowski 测量量,分别是体积( V )、表面积

( S )、平均积分曲率(平均宽度) ( M ) 和欧拉特性

( X ) [10]。 欧拉特性又常称作高斯曲率积分,公式

如下:
V = V(y)

S = 乙
鄣y

ds

M = 乙
鄣y

1
2 [ 1

r1( s)
+ 1
r2( s)

]ds

X = 乙
鄣y

1
r1( s) r2( s)

ds

其中, r1( s) 表示表面上的最大曲率, r2( s) 表示表面

上的最小曲率。 Minkowski 泛函可以综合反映岩石几

何参数,如孔隙度、比表面积、颗粒的圆度等[11]。 岩芯

几何特性直接影响到岩芯的电特性。 因此使用

Minkowski 泛函在预测岩芯电导率上展示出更好的优

势。 为了更直观地表现岩芯样本的几何特征,将体积

转为孔隙率(空隙体积 / 总体积),表面积转换为比表

面积(面积 / 体积)。 实验中岩芯样本的孔隙率、比表

面积、平均曲率积分和欧拉特性是由三维二元分割图

像中直接计算获得。
2. 2摇 三维二元分割图像

三维二元分割岩芯图像作为卷积神经网络的输

入。 实验岩芯的体素为 64伊64伊64,单个空间位置上的

数值为 1 或 0。 实验中将原为 0 到 1 的数值区间投影

到-1 到 1 的区间。 具体操作是将原来图像上的 0 替

换成-1。

3摇 方摇 法
3. 1摇 机器学习

机器学习(machine learning,ML)是通过算法使得

计算机具有学习能力,从历史数据中学习规律,进而预

测新的数据。 机器学习的步骤主要分为选择数据、搭
建模型、验证模型、测试模型、使用模型、优化模型。
3. 2摇 集成学习

集成学习(ensemble learning)是一种学习算法,它
构造一组分类器,通过对预测进行(加权)表决来对新

的数据进行分类[12]。 常见的集成技术有 Bagging、
Boosting 和 Stacking。
3. 2. 1摇 加权平均法

加权平均法:

f(x) = 移
k

i = 1
棕ix i

其中, 棕 逸0,移
k

i = 1
棕i = 1。

加权平均法是一种集成策略。 通过模型训练可以

得到多个不同的学习器,加权平均法是对每个使用的

学习器的结果赋予不同的权值,实现结果的融合。 对

于验证结果较好的学习器赋高权值,而验证结果较差

的学习器赋低权值,在赋值的同时保证总权值为 1[13]。
3. 2. 2摇 堆叠法

Stacking 不使用琐碎的函数(如硬投票,加权平

均)执行集成,而是训练一个学习器来执行这个集成

的过程。 在 Stacking 中个体学习器被称为初级学习

器,而用于结合的学习器称为次级学习器。 Stacking
先从初始数据集训练出初级学习器,将初级学习器的

输出当作特征构成新数据集,利用新数据集再训练次
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级学习器[14]。 Stacking 使用的初级学习器可以是同一

种算法,也可以是不同的算法。
3. 3摇 多层神经网络(MNN)

多层神经网络包含输入层、隐含层和输出层,结构

如图 1 所示。 每一层的神经元与下一层神经元都相互

连接,同层神经元不连接。 对于多层神经网络一般采

用误差逆传播来更新权值[15]。

图 1摇 神经网络结构

3. 4摇 3D 卷积神经网络(3DCNN)
3D 卷积神经网络是一种深度神经网络,主要包括

卷积层、子采样层和全连接层。 在卷积层中实现卷积

操作。 使用卷积核进行卷积运算,卷积核的大小是远

小于图像矩阵的。 具体操作是对于图像矩阵的每一个

像素计算它周围像素与卷积核的乘积。 为了避免维数

灾难,通常在卷积层之后用一个子采样层来降低特征

维数。 全连接层是一种下一层的每一个神经元都与上

一层的每个神经元相连接的网络结构。 卷积神经网络

通过卷积层、子采样层和全连接层组合的框架降低计

算成本,防止过拟合,且提高了图像识别的准确性。
三维卷积如图 2 所示。

图 2摇 三维卷积

4摇 模型搭建与训练
4. 1摇 集成学习基础学习器算法选取

本研究按 4 颐 1 的比例将数据划分成训练数据和

测试数据。 训练数据用于训练模型,测试数据用于最

后测试模型性能。 在训练中,以归一化后 Minkowski

参数作为输入特征,以岩芯电导率为输出目标,按不同

的机器学习算法训练多个学习器。 同时,用五折叠交

叉验证来验证模型性能。 该实验使用了线性回归

(LinearRegression)、岭回归 ( RidgeRegression)、Lasso
回归 ( Lasso)、随机森林回归 ( RandomForestRegres鄄
sor)、梯度提升回归(GradientBoostingRegressor)、支持

向量回归机(SVR)、线性支持向量回归机(LinearS鄄
VR)、弹性网络(ElasticNet)、随机梯度下降回归(SG鄄
DRegressor)、贝叶斯岭回归(BayesianRidge)、核岭回

归(KernelRidge)、极端随机森林回归(ExtraTreesRe鄄
gressor)、极限梯度提高回归(XGBRegressor)等算法来

搭建基础学习器。
4. 2摇 加权平均模型集成

表 1 给出了不同算法搭建出的学习器的性能对

比,最终选定了按 LinearRegression、GradientBoostin鄄
gRegressor、KernelRidge、XGBRegressor 算法搭建的模

型为基础学习器。 接着对各个模型进行参数调优,以
求得更好的性能。 最后按 0. 2,0. 2,0. 3 和 0. 3 的权值

赋予各个学习器,进行加权平均,集成一个新的学

习器。
表 1摇 各机器学习方法性能对比

算法学习器 标准误差 标准偏差

LinearRegression 0. 006 828 0. 000 159

RidgeRegression 0. 006 957 0. 000 285

Lasso 0. 024 999 0. 001 159

RandomForestRegressor 0. 007 315 0. 000 104

GradientBoostingRegressor 0. 006 826 0. 000 152

SVR 0. 036 332 0. 001 988

LinearSVR 0. 006 898 0. 000 177

ElasticNet 0. 008 354 0. 000 566

SGDRegressor 0. 011 737 0. 000 724

BayesianRidge 0. 006 828 0. 000 159

KernelRidge 0. 006 744 0. 000 214

ExtraTreesRegressor 0. 007 246 0. 000 093

XGBRegressor 0. 006 799 0. 000 141

4. 3摇 Stacking 模型集成

在 Stacking 的策略中,仍使用 LinearRegression、
GradientBoostingRegressor、 KernelRidge、 XGBRegressor
算法搭建初级学习器,选择了 LinearRegression 算法搭

建次级学习器。 训练中用初始训练数据集训练第一层

初级学习器,产生新的数据集训练第二层的次级学习

器,第一层初级学习器的输出是第二层次级学习器的

输入特征,同时原始标签仍被作为新数据集的标签。
4. 4摇 多层神经网络 (MNN)和三维卷积神经网络

(3DCNN)搭建训练

以 Minkowski 参数为输入特征搭建多层神经网

络,以三维二值分割图像为输入特征搭建一个三维卷
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积神经网络。 两个模型都使用均方根误差(RMSE)作
为损失函数,Adam 作为优化器来进行模型训练。 实验

将数据按 3 颐 1 颐 1 将数据集划分成训练集,验证集和

测试集。 训练集用于模型权重更新,验证集用于验证

模型效果和提早结束训练,防止过度拟合,测试集用于

评估最终模型效果。

5摇 结果与分析
表 2 总结了不同学习模型训练集和测试集的平均

绝对百分比误差(MAPE)。 如预期一致,一般情况下

学习模型训练集上的 MAPE 小于测试集上的 MAPE。
两种集成方式加权平均模型和 Stacking 模型均在预测

效果上比单一机器学习方法有提升。 对于多层神经网

络而言,其预测效果与传统的机器学习方法效果并无

大异。 使用三维图像的 3DCNN 比使用几何参数的学

习模型预测效果要好,这表明卷积操作比几何参数更

好地捕获到岩芯的特征。
表 2摇 各模型测试性能对比

模型算法 特征 特征项个数 训练 MAPE 测试 MAPE

LinearRegression Minkowski 参数 4 2. 609 181 031 0 2. 585 527 156 8

GradientBoostingRegressor Minkowski 参数 4 2. 301 006 277 3 2. 517 798 802 6

KernelRidge Minkowski 参数 4 2. 560 741 821 2 2. 503 187 917 3

XGBRegressor Minkowski 参数 4 2. 321 866 279 9 2. 510 918 041 7

加权平均模型 Minkowski 参数 4 2. 419 882 783 7 2. 488 904 791 2

Stacking 模型 Minkowski 参数 4 2. 470 594 745 8 2. 490 279 546 2

多层神经网络 Minkowski 参数 4 2. 627 999 203 3 2. 651 129 301 7

3DCNN 模型 三维二元分割图像 64伊64伊64 0. 886 797 757 5 1. 849 176 499 5

6摇 结束语
文中提出了机器学习的方法在实验岩芯电导率的

预测,其预测结果达到了较好的准确性。 研究结果证

明机器学习在岩石物理领域的强大潜力,为数字岩芯

电导率的研究提供了可供参考的新方法。 同时实验对

比表明卷积神经网络比几何参数学习模型对数字岩芯

电导率预测效果更优。 计划在下一步研究中采用更深

更复杂的卷积网络结构以谋求更好的效果,但几何参

数仍然具有潜力,将添加更多的几何参数。 在研究中

初始样本只有一个岩芯样本,子采样的方式可能会导

致图像和图像之间关联度强,造成实验误差。 为了解

决该问题,可能会采用对抗生成网络生成样本或者收

集更多的岩芯样本。
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