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摘摇 要:推荐系统可以帮助用户在海量的资源中筛选出满足其需求的项目,不断发展的推荐系统为在线教育提供了新的

思路。 在线课程资源推荐作为在线教育领域中的重要一环,目前存在课程资源过载和课程推荐结果缺乏可解释性的问

题。 对此,该文提出了一种基于知识子图与注意力机制的在线课程推荐模型,以利用知识子图进行推荐。 有别于直接利

用知识图谱进行推荐而忽略了知识表示不准确问题的模型,该模型首先采用 Node2vec 随机游走方法从知识图谱中提取

连接用户-课程对的连通子图,然后通过分层注意网络对子图进行编码,以生成用于用户所需课程预测的子图嵌入,最后

生成 Top-N 推荐课程列表,并给出模型的可解释性说明。 为验证模型的有效性,以“中国大学 MOOC(慕课)冶上的数据为

样本构建数据集,实验结果表明,相较于 KGCN-PN、GAT、KGAT 以及 POCR 模型,文中模型在 NDCG、HR 以及 MRR 评

价指标上分别提升了 10. 6% ,9. 41% ,13. 7% 。
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Abstract:The recommendation system can help users filter out the items that meet their needs among the massive resources,and the
evolving recommendation system provides new ideas for online education. As an important part of online education, online course
resource recommendation currently has the problems of overload of course resources and lack of interpretability of course recommendation
results. In this regard,we propose an online course recommendation model based on knowledge subgraph and attention mechanism to use
knowledge subgraph for recommendation. Different from the model that directly uses the knowledge graph for recommendation and
ignores the problem of inaccurate knowledge representation,the proposed model first uses the Node2vec random walk method to extract
the connected subgraph connecting user-course pairs from the knowledge graph,and then encodes the subgraph through the hierarchical
attention network to generate a subgraph embedding for the prediction of the courses required by the user. Finally,a list of Top-N recom鄄
mended courses is generated,and an interpretability description of the proposed model is given. In order to verify the effectiveness of the
proposed model,the data set on the " MOOC (MOOC) of Chinese universities" was used as the sample,and the experimental results
show that compared with the KGCN-PN,GAT,KGAT and POCR,the proposed model improves the NDCG,HR and MRR evaluation
indexes by 10. 6% ,9. 41% and 13. 7% ,respectively.
Key words:knowledge subgraph;hierarchical attention mechanism;recommendation system;online courses;random walk
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0摇 引摇 言
随着信息技术的发展,在线课程资源数量源源不

断地增加,造成了“信息过载冶“知识迷航冶等现象。 学

习者面对海量的课程资源,难以在短时间内找到适合

自己的学习课程,因此学习者的个性化推荐需求就愈

发强烈。 个性化推荐方法可以通过分析学习者的历史

交互课程等数据对其个性化建模,并自动生成学习者

所需课程,能够有效缓解在线课程资源过载问题,优化

学习路径、提高学习效率。
目前,常用的课程资源推荐方法包括基于内容的

推荐、基于知识的推荐以及混合推荐。 基于内容的推

荐方法通过计算学习者的偏好特征与学习资源的属性

特征之间的偏差,寻找最符合学习者偏好的学习资源。
Raj 等人[1]将学习者偏好特征与学习资源特征按照特

定规则相关联并计算相关性分数,最后根据得分进行

排名。 Shu 等人[2]结合学习者偏好与课程资源文本数

据进行推荐,并引入 Bregman 迭代方法对模型进行求

解,极大地提高了训练效率。 基于内容的推荐方法过

度依赖学习资源的属性特征,当缺乏有效的数据特征

时,该方法的推荐精度将大幅降低。
基于知识的推荐方法[3] 根据学习者在不同领域

知识中的偏好向其推荐学习资源。 Foteini 等人[4] 提

出用本体对学习者与学习资源建模来记录学习者上下

文信息,本体包括学习者的个人信息、认知信息、社会

信息等。 随着知识图谱的出现,Shi 等人[5] 提出了一

个跨领域的知识图谱,其中包含学习对象之间的六种

语义关系,根据学习者的目标生成个性化学习路径。
混合推荐方法[6] 通过结合多种推荐方法来提高推荐

准确率,在解决矩阵稀疏性、冷启动等问题上有不错的

表现。 文献[7]提出了一种增强型电子学习混合系统

( enhanced e - learning hybrid recommender system,
ELHRS),根据学习者的行为和语义矩阵中计算的语

义关系,自适应地关联学习模式与规则,并将基于

CNN 的 情 感 分 析 模 型 作 为 课 程 预 测 的 一 部 分。
Esteban 等人[8]提出了一种融合协同过滤与遗传算法

的混合推荐方法,该方法利用遗传算法优化参数配置,
并构建推荐系统模型。 Wan 等人[9] 将学习者影响模

型与多种推荐策略结合起来,向学习者推荐学习

资源。 摇
随着研究的深入,越来越多的学者发现,不同的交

互项目会对用户的偏好产生重要影响,因此,基于注意

力机制的 GAT[10]( graph attention networks)算法应运

而生,以更加准确地探索用户偏好的变化。 随着图学

习技术表征能力的加强,基于图学习的推荐算法逐渐

流行。 ItemRank[11] ( a random - walk based scoring
algorithm ) 和 HERec[12] ( heterogeneous information

network embedding for recommendation)通过异构图表

示算法,深入挖掘了“用户-项目冶中的交互信息与用

户偏好信息。 Wang 等人[13]提出了一种基于课程预训

练的异构子图转换器,基于该转换器可以提取子图中

丰富的语义信息。 随后出现的图卷积技术,通过全新

的邻居节点信息聚合编码机制,进一步提升了模型表

征效果。 Wang 等人[14]提出了一种基于超边的图神经

网络 模 型 ( hyperedge - based graph neural network,
HGNN),将学习者表示的任务转化为超边的嵌入,同
时考虑课程长、短期序列关系,利用 GNN 聚合课程信

息,最终实现课程推荐。 李世宝等人[15] 利用图卷积神

经网络将知识图谱中的实体信息与接收域信息逐层融

合,提出了一种基于共同邻居排序采样的知识图谱卷

积网络(knowledge graph convolutional networks-public
neighbors sorting,KGCN-PN)推荐模型,较好地解决了

数据稀疏性问题。 Wang 等人[16]提出了一种新的知识

图注意网络(knowledge graph attention network for rec鄄
ommendation,KGAT),以端到端的方式对知识图谱中

的高阶连通性进行显示建模。 Yang 等人[17] 提出了一

个双边知识图增强的在线课程推荐模型(POCR),以
KG 作为协同过滤的辅助信息源,并使用 KG 的端到端

框架丰富语义信息。
然而,以上方法均是以用户偏好为主导的推荐方

法,具有较低的可解释性。 因为课程推荐除了要考虑

用户与课程的点击、评论、评分等交互以外,更加需要

注重的是在学习过程中知识的获取。 班启敏等人[18]

提出了一个结合知识与性格的多任务学习框架,该框

架将增强的知识追踪任务作为辅助任务去协助课程推

荐任务,较好地解决了知识遗忘问题。 文献[19]提出

了一种基于图神经网络的推荐方法,不仅学习了“用
户-课程冶的直接交互信息,更探索了“用户-课程-知
识冶的间接知识关联,能够向用户推荐符合其用户画

像的课程,具有较强的可解释性;但对用户-知识的交

互仅采用{0,1}矩阵表示,缺乏对知识交互信息的深

度挖掘。
该文提出了一种基于知识子图与注意力机制的在

线课程推荐模型,从知识图谱中抽取连接用户-课程

对的连通子图,并引入分层注意子图编码以学习子图

嵌入,最终实现用户个性化课程推荐。
主要的研究工作如下:
(1)提出一种融合知识子图与注意力机制的在线

课程推荐模型,并在真实的数据集上与基准模型在推

荐性能方面进行比较。
(2)讨论超参数的不同设置对模型推荐结果的

影响。
(3)对模型的推荐结果做可解释性说明。
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1摇 系统模型
1. 1摇 问题定义

对于给定的 m 个用户组成的集合 U = {u1,u2,…,

um} 以及 n 个课程组成的集合 I = { i1,i2,…,in} ,模型

构建用户-课程交互矩阵 R 和用户-课程知识图谱

G(u,i) ,KSAM(course recommendation model integrating
knowledge subgraph and attention mechanism)通过聚合

嵌入向量 eu , e i , S(u,i) 来量化用户 u 对课程 i 的偏好

值,从而完成用户潜在需求课程的预测。
1. 2摇 模型框架

设计的 KSAM 模型如图 1 所示。 模型由三个部

分组成:
(1)子图提取:通过提取连接用户-课程对的知识

子图来表示它们的连接性;
(2)分层注意子图编码:通过分层注意力嵌入学

习过程对子图进行编码,首先通过分层传播机制学习

子图中实体的嵌入,然后聚合实体嵌入,导出子图

嵌入;
(3)课程预测:利用用户-课程对的子图嵌入以及

子图连通性来预测用户的所需课程。

图 1摇 KSAM 框架结构

1. 3摇 子图提取

传统的图挖掘方法无法实现有效的子图提取,该

文将图挖掘转化为路径采样,通过提取用户-课程对

之间的路径构建子图。
1. 3. 1摇 路径采样

由于路径的数量随着路径长度的增加呈指数增

长,想要从用户-课程知识图谱中提取出用户-课程对

之间的所有路径是不可行的。 实际上,长度较短(不
超过 6)的路径足以证明模型用户-项目的连通性,而
长路径可能会带来远程邻居的噪音。 为提高效率、减
小噪音,该文采用 Node2vec 随机游走的方法[20] 生成

一组采样路径,并将该路径集合记为 咨詛(u,i) 。 具体地,
对于用户-课程知识图谱 G(u,i) ,随机选定节点 S1,从
S1 出发开始长度为 6 的随机游走,如图 2 所示,节点

SK-2 游走到 SK-1 ,而 SK-1 下一步的游走概率为:

P(K | K - 1) = 琢 伊 棕(K - 1,K)
移

自沂Q(K-1)
棕(K - 1,自)

(1)

其中, 琢 为二阶随机游走参数; 棕(K - 1,K) 为节点 K
- 1, K 连边的权重值; 自 为与 SK-1 节点有连边的节点。

图 2摇 游走示意图

1. 3. 2摇 路径集合

通过随机组合 咨詛(u,i) 中的 P 条采样路径,生成用

户-课程知识图谱的子图 g(u,i) ,再将 g(u,i) 中的节点与

连边映射为实体和关系。 此时, g(u,i) 中囊括了用户-
课程知识图谱中的实体、实体类型和关系等语义信息。
然后将 g(u,i) 输入分层注意子图编码模块,学习用于表

征用户-课程连通性的子图嵌入。
1. 4摇 分层注意子图编码

分层注意子图编码学习子图嵌入信息,来更好地

表示用户 -课程的连通性。 该过程包含两个核心

步骤:
(1)实体嵌入学习:通过分层传播机制对子图中

的实体嵌入;
(2) 子图嵌入学习:聚合实体嵌入,得到子图

嵌入。
1. 4. 1摇 实体嵌入学习

利用分层传播机制,根据邻居传播的语义更新实

体嵌入,并多层叠加以利用高阶子图拓扑结构。 该部
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分先讨论单层实体嵌入,再推广至多层。
单层结构:
对于每个可能包含多种属性与关系的实体,用

N j ={( j,r,t) | ( j,r,t) 沂G(u,i)} 表示以头实体为 j的三

元组集合。 鉴于不同属性对头实体的贡献度不同,此
部分利用 GRA 函数为其分配不同的权重,并依据与邻

居节点的交互构建实体 j 的一阶连通性表达,即:

eN j
= 移

( j,r,t)沂N j

GRA( j,r,t)·et (2)

在得到 eN j
的表示后,采用多通道融合函数聚合实

体 j 及其邻域节点信息。 通过累加实体 j 和邻域节点

信息来增强实体特征信号。 为避免 eN j
和 e j 的相似特

征在融合后被削弱,通过按位操作,减少噪声对信号融

合时产生的影响,即:
f(e j,eN j

) = prelu[X1 + X2]

X1 = WZ(eN j
+ eh j

)

X2 = WV(eN j
茚 e j)

(3)

其中, Prelu 为非线性激活函数; 茚 表示按元素相乘;
WZ,WV 为可训练权重矩阵。

多层结构:
为得到节点的高阶连通性,此部分通过叠加传播

层来收集高阶实体传播信息。 对于第 l 层节点 j 的嵌

入表示为:
e( l)j = f(e( l -1)j ,e( l -1)N

j

) (4)
其中, e( l -1)j 为 l - 1 层节点 j 的表示;邻居节点聚合信

息 e( l -1)N j
表示如下:

e( l -1)N j
= 移

( j,r,t)沂N j

GRA( j,r,t)·e( l -1)t (5)

在堆叠 L 层后, e j 的嵌入形式表示为:

e j = e(L)j

坌e j 沂 g(u,i)
(6)

其中, e(L)j 为最终传播层 L 输出的实体嵌入。 进一步

地,子图 g(u,i) 的实体嵌入矩阵表示为:
T(u,i) = [e1,e2,…,en] (7)
之后,将实体嵌入矩阵 T(u,i) 输入子图嵌入学习模

块,以生成 g(u,i) 的整体子图嵌入。
1. 4. 2摇 子图嵌入学习

子图嵌入学习通过聚合实体嵌入来生成子图嵌

入,其中使用自注意力机制来区分子图中各实体的重

要性,以增强嵌入学习。
对于具有 n 个实体的子图 g(u,i) ,自注意力机制以

实体嵌入矩阵 T(u,i) 为输入并通过注意力网络输出

g(u,i) 中各实体的重要性,公式表达为:
琢(u,i) = softmax(w2·tanh(W1T

T
(u,i))) (8)

其中, W1 和 w2 是注意力网络的可训练权重矩阵和权

重向量;并且 琢(u,i) 是 g(u,i) 中所有实体的注意力得分

的向量,并通过 softmax 函数归一化。 为获取子图整体

语义,将等式 8 中的注意力网络扩展为多头注意力,具
体表示为:

A(u,i) = softmax(W2·tanh(W1T
T
(u,i))) (9)

其中, W2 是可训练权重矩阵; A(u,i) 是注意力得分矩

阵。 基于注意力得分矩阵 A(u,i) , g(u,i) 的子图嵌入表

示如下:
s(u,i) = f g(A(u,i),H(u,i)) (10)

1. 5摇 课程预测

该文综合用户嵌入 eu 、课程嵌入 ei 以及整体子图

嵌入 S(u,i) 以实现课程预测,具体表示为:

y
-

(u,i) = MLP([eu,S(u,i),ei]) (11)

其中, y
-

(u,i) 是用户 u 对课程 i 的估计排名分数。 在等

式 11 中,将三个嵌入的串联向量反馈至多层感知器来

生成预测。 采 ReLU 函数作为隐藏层激活函数,采用

sigmoid 函数作为输出层的激活函数以控制排名分数

y
-

(u,i) 在[0,1]内。

2摇 实验结果与分析
2. 1摇 实验数据集

文中的数据集为通过网络爬取技术采集“中国大

学 MOOC(慕课) [21]冶上的课程,涉及的课程类别包括

计算机、化学、物理、航空航天等 15 个门类。 采集的课

程信息包括课程名称、作者、方向、类型、关键词等内

容。 具体内容如表 1 所示。
表 1摇 数据集

关系名称 关系描述 关系数量

作者 (课名,作者,作者) 2 048

属于 (课名,属于,方向) 2 048

类型 (课名,类型,类型) 2 048

包含 (课名,包含,关键词) 11 578

发布 (课名,发布,时间) 2 048

评分 (课名,评分,评分) 2 048

摇 摇 同时将课程数据集中各类节点与关系存储至

Neo4j 中,构建完整的课程知识图谱,部分知识图谱如

图 3 所示。
2. 2摇 基准模型

将该文提出的模型与多种课程推荐模型进行了实

验结果的对比,包括基于图神经网络的推荐模型

(KGCN-PN[16])、图神经网络与注意力结合的推荐模

型(GAT[10])、图注意力网络与知识图谱结合的推荐模

型(KGAT[17])以及双边知识图增强的在线课程推荐

模型(POCR[18])。
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图 3摇 部分知识图谱示意图

2. 3摇 评价指标

在实验中,选取 NDCG@ N、HR@ N 以及 MRR@
N 作为推荐结果的评估指标。

(1)NDCG@ N。
NDCG(normalized discounted cumulative gain)为

归一化折损累计增益,是一种衡量排名质量的评价指

标,通常用来验证推荐列表的合理性。
(2)MRR@ N。
MRR(mean reciprocal ranking)反映了正样本在推

荐列表中的排名。
(3)HR@ N。
HR(hit ratio)是指在链接预测中排名小于等于 N

的三元组的平均占比,反映了推荐结果的准确性。
2. 4摇 模型对比结果分析

在 Top-N 推荐中, N表示在推荐列表中的前 N个

推荐课程。 实验结果如表 2 所示,以推荐课程数量等

于 15 为例,文中推荐模型在 3 个评价指标上表现出了

最好的推荐效果,其次为 KGAT 模型。 基于 Top-N 推

荐测 评, KSAM 较 KGAT 有 明 显 的 提 升, 其 中 在

NDCG,HR, MRR 上分别提升了 10. 6% , 9. 41% ,
13. 7% 。

KSAM 模型在各项指标中表现出最优的性能,得
益于:

(1)采用 Node2vec 提取的子图在表征用户-课程

连通性方面的优异表现力。
(2)分层注意嵌入学习过程在编码子图以揭示用

户需求课程方面的有效性,使得模型能够捕获丰富的

语义信息,从而产生符合用户需求的推荐结果。

表 2摇 不同模型指标对比

模型
摇 摇 摇 摇 摇 摇 NDCG摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 HR摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 摇 MRR摇 摇 摇 摇 摇 摇

@ 5 @ 10 @ 15 @ 5 @ 10 @ 15 @ 5 @ 10 @ 15

KGCN-PN 0. 557 0. 627 0. 645 0. 692 0. 779 0. 797 0. 291 0. 389 0. 427

GAT 0. 499 0. 577 0. 621 0. 681 0. 752 0. 785 0. 258 0. 351 0. 386

KGAT

POCR

0. 581

0. 574

0. 631

0. 619

0. 658

0. 645

0. 711

0. 697

0. 769

0. 787

0. 818

0. 804

0. 355

0. 322

0. 457

0. 419

0. 497

0. 451

KSAM 0. 635 0. 694 0. 728 0. 775 0. 812 0. 895 0. 441 0. 511 0. 565

2. 5摇 超参数设置

此部分研究了 KSAM 模型的代表性超参数,包括

采样路径的数量 P 以及传播层数 L 。
2. 5. 1摇 采样路径数量

基于知识图谱的课程推荐精度与采样路径数量密

不可分,该文在{5,10,15,20,25}的限定范围内不断

调整采样路径的数量 P ,以测试其对推荐精度的影

响。 如图 4 所示,随着采样路径数量的增加,推荐精度

也随之提高,并在 P = 20 时达到最优,而随着 P 的进

一步增加,推荐精度逐渐下降。 这代表着过多的路径

数量会引入噪声,降低 KSAM 的推荐性能。
2. 5. 2摇 传播层数

文中模型在实体嵌入过程中引入了分层传播机

制,为了研究不同传播层数对推荐精度的影响,此部分

以传播层 L 为变量, L ={0,1,2,3,4}。 实验结果如图

5 所示。 KSAM 在 L =2 时表现出的性能优于 L = 0,1
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时,这是因为随着传播层数的增加,更易获取节点间的

高阶信息。 当堆叠的传播层继续增加时( L =3,4),模
型性能反而持续下降,这表明各实体间的二阶关系足

以捕获子图的语义信息,过多地堆叠传播层可能会产

生过拟合问题。

图 4摇 采样路径数量

图 5摇 传播层数

2. 6摇 可解释性说明

该文基于用户-课程的知识子图进行推荐,更加

注重各实体间的有效连通性,并最大程度地减小与特

定用户项连通性无关的噪声。

图 6摇 课程推荐知识图

如图 6 所示,B 同学学过《Java 高级特性》这门课,

且该门课包含“ Java、程序设计冶关键词,课程方向为

“程序语言设计冶。 当实体对邻居节点进行注意力权

重计算时,《 Java 高级特性》 (头节点)加方向(关系)
未必能准确预测为“程序语言设计冶 (尾节点)。 为了

避免 NAM 知识嵌入方法对《Java 高级特性》预测的尾

节点和“程序语言设计冶节点存在的偏差对注意力权

重产生影响,对其进行偏差处理操作。 同时,A 同学和

B 同学均学过《Java 程序设计进阶》,且该课程与《 Java
高级特性》 在关键词、方向上具有相似性,因此,将
《Java 高级特性》推荐给 A 同学。 综上,该文提出的

KSAM 模型具有较强的可解释性。

3摇 结束语
该文提出了一种融合知识子图与注意力机制的课

程推荐模型,通过构建用户-课程对子图,以表征它们

的连通性,并设计了分层注意嵌入学习过程来有效地

编码子图。 在真实的数据集上进行的对比实验证明了

KSAM 的合理性与有效性。 后续的工作考虑将时间

因素纳入到知识图谱中。 由于用户所需课程通常会随

着时间的推移而演变,可能会受到动态用户偏好、流行

度等因素的影响,而时间因素被认为是对动态用户偏

好建模的关键信息。 因此,接下来希望通过将时间因

素纳入知识图谱来调整所提出的 KSAM 模型,以进行

更有效的动态推荐。
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